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บทคััดย่่อ

	 การวิิจััยนี้้�มุ่่�งศึึกษาประสิิทธิิภาพเชิิงกลยุุทธ์์ของกองทุุน ETF ที่่�ขัับเคลื่่�อนด้้วยปััญญาประดิิษฐ์์ 
(AI) เปรีียบเทีียบกัับกองทุนแบบดั้้�งเดิิม โดยอ้้างอิงข้้อมููลจากกองทุนที่่�จดทะเบีียนและซื้้�อขายในตลาดทุน
สหรััฐอเมริิกา ภายใต้้บริิบทของความผัันผวนทางเศรษฐกิิจในช่่วงปีี พ.ศ. 2563–2567 ซึ่่�งเป็็นช่่วงเวลา 
ที่่�เต็็มไปด้้วยความไม่่แน่่นอนและการเปลี่่�ยนแปลงเชิิงนโยบายอย่่างรวดเร็็ว โดยเฉพาะด้้านอััตราดอกเบี้้�ย
และสภาพคล่่องของตลาด การศึึกษานี้้�มีีวััตถุุประสงค์์เพื่่�อเปรีียบเทีียบผลตอบแทนและความเสี่่�ยงของกอง
ทุุน และตรวจสอบผลกระทบของปััจจััยเชิิงเดี่่�ยวและเชิิงปฏิิสััมพัันธ์์ที่่�มีีต่่อประสิิทธิิภาพการลงทุุน โดยเน้้น
ความสััมพัันธ์์ระหว่่างค่่าใช้้จ่่ายกัับความเสี่่�ยง และระหว่่างสััญญาณโมเมนตััมกัับผลตอบแทน ตลอดจนเสนอ
กรอบการวิิเคราะห์์ที่่�รองรัับตรรกะเชิิงสััมพัันธ์์ของตััวแปรในระดัับแบบจำำ�ลอง
	ผล การศึึกษาจากข้้อมููลรายเดืือนของกองทุุนตััวแทนชี้้�ให้้เห็็นว่่า กองทุุนที่่�ขัับเคลื่่�อนด้้วย AI  
มีปีระสิิทธิภิาพด้้านผลตอบแทนที่่�ปรับัด้ว้ยความเสี่่�ยงเหนืือกว่่ากองทุนแบบดั้้�งเดิิมในหลายช่่วงเวลา โดยเฉพาะ
ภายใต้ภ้าวะความผันัผวนและการเปลี่่�ยนแปลงเชิงินโยบาย ปัจัจัยัด้า้นค่่าใช้จ้่่ายและระดับัความเสี่่�ยงมีบทบาท
ร่่วมกันัต่่อความสามารถในการสร้างผลตอบแทน ขณะที่่�สััญญาณโมเมนตััมสััมพันัธ์ก์ับัพฤติกิรรมผลตอบแทน
ของกองทุุน นอกจากนี้้� สภาพคล่่องของตลาดยัังมีีความเชื่่�อมโยงกัับความสมดุุลระหว่่างผลตอบแทนและ 
ความเสี่่�ยงของพอร์์ต แบบจำำ�ลองเชิิงตรรกะที่่�ใช้้ในการวิเคราะห์์ให้้ค่่าความน่่าเชื่่�อถืือทางสถิติิอยู่่�ในเกณฑ์ 
ที่่�ยอมรัับได้้ และสนับสนุนข้้อสรุปเชิิงกลยุทธ์์ว่่าการผสานตรรกะที่่�ตระหนัักถึึงความสััมพัันธ์์ระหว่่างตัวแปร
ช่่วยให้้กองทุุนที่่�ขัับเคลื่่�อนด้้วย AI ปรัับกลยุุทธ์์ได้้มีีประสิิทธิิภาพมากขึ้้�นเมื่่�อเทีียบกัับกองทุุนแบบดั้้�งเดิิม

คำำ�สำำ�คััญ: กองทุุน ETF ที่่�ขัับเคลื่่�อนด้้วย AI  กองทุุน ETF แบบดั้้�งเดิิม  การวิิเคราะห์์เชิิงกลยุุทธ์์ ตััวแปร
ปฏิิสััมพัันธ์์ ผลตอบแทนที่่�ปรัับด้้วยความเสี่่�ยง

Abstract

	 This study examines the strategic performance of exchange-traded funds (ETFs) 
driven by artificial intelligence (AI) compared with traditional ETFs, using data from funds 
listed in the United States market. The analysis is conducted within the economic context 
of 2020–2024, a period characterized by high uncertainty, rapid policy shifts, interest rate 
fluctuations, and liquidity changes. The research objectives are threefold: (1) to compare 
the returns and risks of AI-driven and traditional ETFs, (2) to investigate the impact of both 
single factors and interaction effects on investment performance—particularly the interplay 
between investment costs and risk, as well as between momentum signals and returns, and 
(3) to introduce the ISARM+ model, which incorporates logical relationships among financial 
variables to capture complex market dynamics.
	 The findings, based on monthly data from four representative ETFs, indicate that 
AI-driven funds outperform traditional funds in terms of risk-adjusted returns, especially during 
periods of volatility and policy shifts. Investment costs and their interaction with risk play a 
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reinforcing the strategic conclusion that AI-driven ETFs with interaction-aware logic are more capable of 
adapting their strategies to market conditions than their traditional counterparts. 

 
Keywords: AI-driven ETFs, Traditional ETFs, Strategic Analysis, Interaction Terms, Risk-adjusted Performance 
 
บทน า  

ในช่วงไม่กี่ปีที่ผ่านมา ตลาดทุนทั่วโลกเผชิญกับความไม่แน่นอนจากปัจจัยหลายประการ ทั้งการแพร่ระบาดของ 
โควิด 19 ความผันผวนด้านนโยบายการเงิน และการเปลี่ยนแปลงเชิงโครงสร้างทางเทคโนโลยี เหตุการณ์เหล่านี้ส่งผลโดยตรง
ต่อรูปแบบการลงทุน โดยเฉพาะกองทุนรวมอิงดัชนี (Exchange-Traded Fund: ETF) ซึ่งเป็นเครื่องมือที่ผสมผสานข้อดีของ
หุ้นและกองทุนรวม กล่าวคือ สามารถซื้อขายได้ในตลาดหลักทรัพย์แบบเรียลไทม์ ขณะเดียวกันยังมีต้นทุนการบริหารจัดการ
ต่ า ความเปลี่ยนแปลงในตลาดทุนจึงสะท้อนผ่านการปรับตัวของ ETF อย่างมีนัยส าคัญ 

 
ภาพที่ 1 
แสดงพัฒนาการของกองทุน AI ETF และเหตุการณ์เศรษฐกิจส าคัญที่มีผลต่อกลยุทธ์การลงทุนในช่วงปี 2020–2024 

 
 
จากภาพที่ 1 ข้างต้น แสดงพัฒนาการของกองทุนที่ขับเคลื่อนด้วยปัญญาประดิษฐ์ (Artificial Intelligence: AI) ซึ่ง

เข้ามามีบทบาทในกระบวนการลงทุนและการตัดสินใจเชิงกลยุทธ์ ซึ่งที่ผ่านมามีกองทุนรวมส่วนใหญ่ มีการน า AI มาใช้ในการ
บริหารกองทุน แต่ไม่มีหลักฐานที่ชัดเจนว่าใช้จริง โดยกองทุนที่ใช้ AI ในการบริหาร (AI-Driven ETF) อย่างแท้จริง ที่แสดง
รายละเอียดผ่าน “หนังสือช้ีชวนส่วนสรุปข้อมูลส าคัญของกองทุน” รุ่นแรก คือ AIEQ ที่ใช้ IBM Watson ในการคัดเลือก
หลักทรัพย์ ถือเป็นการริเริ่มส าคัญก่อนที่จะมีการขยายตัวของกองทุนจาก Qraft Technologies ได้แก่ AMOM และ QRFT 
ตลอดจนกองทุนที่ประยุกต์ใช้ Deep Learning และ Machine Learning  

การเกิดขึ้นและเติบโตของกองทุนเหล่านี้สัมพันธ์กับเหตุการณ์การเงินระดับโลกหลายครั้ง อาทิ COVID-19 นโยบาย
การเงินแบบผ่อนคลาย (QE) ภาวะเงินเฟ้อ และการด าเนินมาตรการเข้มงวดทางการเงิน (QT) ของ Federal Reserve ซึ่งท า
หน้าท่ีเป็น “สนามทดสอบ” ส าคัญที่สะท้อนท้ังศักยภาพและข้อจ ากัดของกองทุน AI-Driven ETF และเมื่อพิจารณาในเชิงการ
ลงทุน สหรัฐอเมริกาถือเป็นตลาดที่เหมาะสมที่สุดในการใช้เป็นกรณีศึกษา เนื่องจากมีสภาพคล่องสูง ระบบข้อมูลสาธารณะที่
โปร่งใส และประสบการณ์เผชิญช็อกเชิงนโยบายที่ชัดเจนในช่วงปี พ.ศ. 2563–2567 เหตุการณ์เหล่านี้สามารถถูกมองว่าเป็น
การจ าลองสถานการณ์วิกฤตการเงินโลกในระดับยอ่ม ที่เอื้อต่อการศึกษาว่า ตรรกะเชิงกลยุทธ์ (Strategic Logic) ของ AI ซึ่งมี

significant role in shaping excess returns, while momentum signals strongly influence return 
patterns. In addition, market liquidity is closely related to the balance between return and 
risk. The model employed provides statistically reliable evidence, reinforcing the strategic 
conclusion that AI-driven ETFs with interaction-aware logic are more capable of adapting 
their strategies to market conditions than their traditional counterparts.

Keywords: AI-driven ETFs, Traditional ETFs, Strategic Analysis, Interaction Terms, Risk-adjusted 
Performance

บทนำำ� 
	 ในช่่วงไม่่กี่่�ปีทีี่่�ผ่่านมา ตลาดทุนทั่่�วโลกเผชิญกัับความไม่่แน่่นอนจากปััจจััยหลายประการ ทั้้�งการแพร่่
ระบาดของโควิิด 19 ความผัันผวนด้้านนโยบายการเงิิน และการเปลี่่�ยนแปลงเชิิงโครงสร้้างทางเทคโนโลยีี 
เหตุุการณ์์เหล่่านี้้�ส่่งผลโดยตรงต่่อรููปแบบการลงทุุน โดยเฉพาะกองทุุนรวมอิิงดัชนีี (Exchange-Traded  
Fund: ETF) ซึ่่�งเป็็นเครื่่�องมือที่่�ผสมผสานข้้อดีีของหุ้้�นและกองทุนรวม กล่่าวคือ สามารถซ้ื้�อขายได้ ้
ในตลาดหลัักทรััพย์์แบบเรีียลไทม์์ ขณะเดีียวกัันยัังมีีต้้นทุุนการบริิหารจััดการต่ำำ�� ความเปลี่่�ยนแปลงในตลาด
ทุุนจึึงสะท้้อนผ่่านการปรัับตััวของ ETF อย่่างมีีนััยสำำ�คััญ

ภาพที่่� 1
แสดงพััฒนาการของกองทุุน AI ETF และเหตุุการณ์์เศรษฐกิิจสำำ�คััญท่ี่�มีีผลต่่อกลยุุทธ์์การลงทุุนในช่่วงปีี  
ค.ศ. 2020–2024
                              

	 จากภาพที่่� 1 ข้้างต้้น แสดงพััฒนาการของกองทุุนที่่�ขัับเคลื่่�อนด้้วยปััญญาประดิิษฐ์์ (Artificial  
Intelligence: AI) ซึ่่�งเข้้ามามีีบทบาทในกระบวนการลงทุุนและการตััดสิินใจเชิิงกลยุุทธ์์ ซึ่่�งที่่�ผ่่านมามีีกองทุุน
รวมส่่วนใหญ่่ มีีการนำำ� AI มาใช้้ในการบริิหารกองทุุน แต่่ไม่่มีีหลัักฐานที่่�ชััดเจนว่่าใช้้จริิง โดยกองทุุนที่่�ใช้้ AI 
ในการบริิหาร (AI-Driven ETF) อย่่างแท้้จริิง ที่่�แสดงรายละเอีียดผ่่าน “หนัังสืือชี้้�ชวนส่่วนสรุุปข้้อมููลสำำ�คััญ
ของกองทุนุ” รุ่่�นแรก คือื AIEQ ที่่�ใช้ ้IBM Watson ในการคัดัเลืือกหลัักทรัพัย์ ์ถือืเป็น็การริเิริ่่�มสำำ�คัญัก่่อนที่่�จะ
มีีการขยายตััวของกองทุุนจาก Qraft Technologies ได้้แก่่ AMOM และ QRFT ตลอดจนกองทุุนที่่�ประยุุกต์์
ใช้้ Deep Learning และ Machine Learning 
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	 การเกิิดขึ้้�นและเติิบโตของกองทุนเหล่่านี้้�สััมพัันธ์์กัับเหตุุการณ์การเงิินระดัับโลกหลายครั้้�ง อาทิิ 
COVID-19 นโยบายการเงิินแบบผ่่อนคลาย (QE) ภาวะเงิินเฟ้้อ และการดำำ�เนิินมาตรการเข้้มงวดทาง 
การเงิิน (QT) ของ Federal Reserve ซึ่่�งทำำ�หน้้าที่่�เป็็น “สนามทดสอบ” สำำ�คัญที่่�สะท้้อนทั้้�งศัักยภาพ 
และข้้อจำำ�กััดของกองทุน AI-Driven ETF และเมื่่�อพิิจารณาในเชิิงการลงทุน สหรััฐอเมริิกาถืือเป็็นตลาด 
ที่่�เหมาะสมที่่�สุุดในการใช้้เป็็นกรณีศึึกษา เนื่่�องจากมีีสภาพคล่่องสููง ระบบข้อมููลสาธารณะที่่�โปร่่งใส และ
ประสบการณ์เผชิญช็็อกเชิิงนโยบายที่่�ชััดเจนในช่่วงปี พ.ศ. 2563–2567 เหตุุการณ์เหล่่านี้้�สามารถถูก
มองว่่าเป็็นการจำำ�ลองสถานการณ์์วิิกฤตการเงิินโลกในระดัับย่่อม ที่่�เอื้้�อต่่อการศึึกษาว่่า ตรรกะเชิิงกลยุุทธ์์  
(Strategic Logic) ของ AI ซึ่่�งมีความยืืดหยุ่่�นและปรัับตัวได้ร้วดเร็ว็ สามารถสร้าง “ประสิิทธิิภาพเชิงิกลยุทธ์์”  
ผ่่านผลตอบแทนส่่วนเพิ่่�ม (Excess Return) และผลตอบแทนต่่อหน่่วยความเสี่่�ยง (Risk-adjusted Return) 
ได้้อย่่างไร

ตารางที่่� 1
แนวโน้้มงานวิิจััยด้้าน AI for Investment (พ.ศ. 2558–2567)

ช่่วงเวลา	                   Category Group	จำ ำ�นวน	               งานวิิจััย

2015	 AI Portfolio Strategy & Robo-Advisory, 	 1	 Güdelek et al. (2017)
–	 AI for Meta-Analysis & Policy / 
2018	 Explainable AI
	
2019	 AI Forecast Models (Return, Risk, Asset	 6	 Barredo Arrieta et al. (2020),
–	 Behavior), AI Portfolio Strategy & Robo-		  Enke (2019), James (2021),
2021	 Advisory, AI Prediction Models (Return,		  Mehta et al. (2021),
	 Risk, Asset Behavior), AI Risk-Based 		  Nyukorong (2020),
	 Portfolio Optimization, AI for Meta-		  Phurahong (2021)
	 Analysis & Policy / Explainable AI

2022	 AI Forecast Models, AI Forecast Models	 13	 Bertani et al. (2021), Tiwari
–	 (ETF Direction / Sector), AI Forecast		  et al. (2022), Cho et al. (2023),
2024	 Models (Return, Risk, Asset Behavior), 		  Cilingiroglu (2023), DeMiguel
	 AI for Meta-Analysis & Policy / 		  et al. (2009), Gowani and
	 Explainable AI, AI Portfolio Strategy & 		  Kanjiani (2024), Hong et al.
	 Robo-Advisory, AI Prediction Models 		  (2024), Khattak et al. (2023),
	 (Return, Risk, Asset Behavior), AI Tracking 		  Kumari (2024), Sutiene et al.
	 Error / Risk Modeling, AI Forecast 		  (2024), Truyols-Pont et al.
	 Strategy / Fund Evaluation, Comparative		  (2024), Vuorela (2024) 
	 Fund Performance Study, Sentiment, 
	 NLP, Language-Driven Strategy,
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	 ตารางที่่� 1 ข้้างต้้น สรุุปแนวโน้้มการศึึกษาด้้านการประยุุกต์์ AI ในกลยุุทธ์์การลงทุุน ซึ่่�งเพิ่่�มจำำ�นวน
มากขึ้้�นอย่่างต่่อเนื่่�อง โดยเฉพาะในด้้านการพยากรณ์์ราคาสิินทรััพย์์และการพััฒนาโมเดลการคาดการณ์์ 
อย่่างไรก็็ดีี วรรณกรรมส่่วนใหญ่่ยัังคงมุ่่�งเน้้นการวิิเคราะห์์ในระดัับสินทรััพย์์รายตััวมากกว่่าการประเมิินเชิิง 
กลยุทธ์์ของกองทุนรวม การศึกษาเชิงิเปรีียบเทีียบระหว่่างกองทุน AI-Driven ETF กับักองทุนดั้้�งเดิิมยัังมีจำำ�กัดั 
อีีกทั้้�งยัังขาดการพััฒนา “ตรรกะเชิิงกลยุุทธ์์” (Strategic Logic) ซึ่่�งหมายถึึง การทำำ�ความเข้้าใจการตััดสิินใจ
ของกองทุุนผ่่านกลไกเชิิงความเสี่่�ยง ผลตอบแทน และตััวแปรเชิิงปฏิิสััมพัันธ์์ เช่่น ค่่าคาดหมายผลตอบแทน
กัับความเสี่่�ยง หรืือโมเมนตััมกัับผลตอบแทนจริิง
	 จากพััฒนาการของกองทุุน AI-Driven ETF ภายใต้้บริิบทของสหรััฐอเมริิกาและเหตุุการณ์์การเงิิน
ระดัับโลกดัังกล่่าว จึึงเกิิดคำำ�ถามสำำ�คััญเชิิงประจัักษ์์ว่่า กองทุนที่่�ขัับเคลื่่�อนด้้วย AI สามารถสร้างความได้้
เปรีียบเชิิงกลยุุทธ์์เหนืือกว่่ากองทุุนดั้้�งเดิิมได้้จริิงหรืือไม่่ โดยเฉพาะในด้้านผลตอบแทนส่่วนเพิ่่�ม (Excess 
Return) และผลตอบแทนต่่อหน่่วยความเสี่่�ยง (Risk-adjusted Return) ดังันั้้�นวััตถุปุระสงค์หลัักของการวิจัยั
นี้้� ประกอบด้้วย 1. การเปรีียบเทีียบผลตอบแทนและความเสี่่�ยงระหว่่างกองทุุน AI-Driven ETF และกองทุุน
ดั้้�งเดิิม 2. การวิิเคราะห์์ผลกระทบของตััวแปรเชิิงเดี่่�ยวและเชิิงปฏิิสััมพัันธ์์ต่่อประสิิทธิิภาพของกองทุุน และ  
3. การพัฒนากรอบแนวคิิด Interaction-based Strategic Asset and Risk Model Plus (ISARM+)  
ซึ่่�งต่่อยอดจากแบบจำำ�ลอง ARX เพื่่�อทำำ�ความเข้้าใจเชิิงกลยุทธ์์ โดยที่่�กรอบแนวคิด ISARM+ ได้้อธิิบาย
โครงสร้างการใช้้ Interaction Terms เป็็นรากฐานในการพัฒนาวิิธีีการประเมิินประสิิทธิิภาพของกองทุน 
ETF ที่่�ขัับเคลื่่�อนด้้วย AI อัันสามารถนำำ�ไปต่่อยอดสู่่�การสร้้างแบบจำำ�ลองใหม่่ในอนาคต งานวิิจััยนี้้�จึึงมีีส่่วน
เติิมเต็็มช่่องว่่างเชิิงทฤษฎีีและเชิิงประยุุกต์์ พร้้อมทั้้�งมีนััยเชิิงนโยบายต่่อนัักลงทุน ผู้้�จัดการกองทุน และ 
ผู้้�กำำ�หนดนโยบาย

วััตถุุประสงค์์การวิิจััย 
	ง านวิจิัยันี้้�มุ่่�งเน้น้การศึกึษาประสิทิธิภิาพเชิงิกลยุทุธ์ข์องกองทุนุ ETF ที่่�ขับัเคลื่่�อนด้ว้ยปัญัญาประดิษิฐ์์ 
(AI) เปรียีบเทียีบกับักองทุนุแบบดั้้�งเดิมิ ภายใต้บ้ริบิทของความผัันผวนทางเศรษฐกิจิในตลาดทุนุสหรัฐัอเมริกิา 
ระหว่่างปีี พ.ศ. 2563–2567 โดยอาศััยกรอบแนวคิด Interaction-based Strategic Asset and Risk 
Model Plus (ISARM+) ซึ่่�งพัฒันาต่่อยอดจากแบบจำำ�ลอง ARX และออกแบบให้ส้ามารถสะท้อ้นความสัมัพัันธ์์
เชิิงปฏิิสััมพัันธ์์ระหว่่างปััจจััยด้้านต้้นทุุน ความเสี่่�ยง ความเคลื่่�อนไหวของราคา (โมเมนตััม) และสภาพคล่่อง
กัับผลการดำำ�เนิินงานของกองทุุน ETF โดยมีีวััตถุุประสงค์์การวิิจััยดัังนี้้�
	 1. เพื่่�อเปรียีบเทียีบผลตอบแทนและความเสี่่�ยง ระหว่่างกองทุนุ ETF ที่่�ขับัเคลื่่�อนด้ว้ย AI และกองทุนุ 
ETF แบบดั้้�งเดิิม
	 2. เพื่่�อวิเิคราะห์อ์ิทิธิิพลของปัจัจัยัหลักัและความสัมัพันัธ์เ์ชิงิปฏิสัิัมพันัธ์ ์ได้แ้ก่่ ต้น้ทุนุการลงทุนุ ความ
เสี่่�ยง ความเคลื่่�อนไหวของราคา (โมเมนตััม) และสภาพคล่่องที่่�มีีต่่อประสิิทธิิภาพเชิิงกลยุุทธ์์ของกองทุุน
	 3. เพื่่�อทดสอบสมมุุติฐิานการวิจัยั โดยตรวจสอบความสััมพัันธ์์เชิงิปฏิสัิัมพัันธ์์ที่่�ใช้จ้ริงิในการวิเคราะห์์ 
ได้้แก่่ ต้้นทุุน × ความเสี่่�ยง (EXPVAL × LOG_RISK) และโมเมนตััม × ผลตอบแทน (MOMENTUM_FLAG 
× LOG_RETURN) เพื่่�อประเมิินผลลััพธ์์ด้้านผลตอบแทนและความเสี่่�ยงของกองทุุน

แนวคิิดและวรรณกรรมที่่�เกี่่�ยวข้้อง
	 กรอบแนวคิิด Interaction-based Strategic Asset and Risk Model Plus (ISARM+) ซึ่่�งพััฒนา
ต่่อยอดจากแบบจำำ�ลอง Autoregressive with Exogenous Variables (ARX) โดย ARX เป็็นแบบจำำ�ลอง
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เศรษฐมิติิทิี่่�นิยิมใช้ใ้นวงการการเงินิเพื่่�ออธิบิายความสัมัพันัธ์ร์ะหว่่างผลตอบแทนกับัปัจจัยัภายนอก เช่่น ความ
ผันัผวนของราคา ดอกเบี้้�ย หรืือสภาพคล่่อง Hong et al. (2024) แสดงให้้เห็็นว่่า แบบจำำ�ลอง Autoregressive 
สามารถใช้้วิิเคราะห์์และทำำ�นายพฤติิกรรมของกองทุุน ETF ได้้อย่่างมีีประสิิทธิิภาพ ซึ่่�งเป็็นเหตุุผลสำำ�คััญใน
การเลืือก ARX เป็็นฐานการพััฒนา ISARM+
	 กรอบแนวคิด ISARM+ ออกแบบมาเพื่่�อสะท้้อนความสััมพัันธ์์เชิิงโครงสร้างที่่�ซัับซ้อน โดยไม่่เพีียง
อธิิบายอิิทธิิพลของปััจจััยเดี่่�ยว (ต้้นทุุน ความเสี่่�ยง โมเมนตััม และสภาพคล่่อง) แต่่ยัังเน้้นการวิิเคราะห์์ปััจจััย 
เชิิงปฏิิสััมพัันธ์์ที่่�เกิิดขึ้้�นจริิงในตลาดทุน Chow et al. (1999) ชี้้�ว่่า ระดัับความเสี่่�ยงและข้้อจำำ�กััดในการ
ลงทุุนส่่งผลต่่อประสิิทธิิภาพโดยรวม ซึ่่�งถููกนำำ�มาประยุุกต์์เป็็นองค์์ประกอบด้้านความเสี่่�ยงใน ISARM+  
ขณะที่่� Liew and Mayster (2018) แสดงให้้เห็็นว่่า ความต่่อเนื่่�องของผลตอบแทนส่่วนเพิ่่�มและบทบาทของ 
Robo-advisors สามารถสะท้้อนถึงึกลยุทุธ์ท์ี่่�ยั่่�งยืนื ซึ่่�งถูกูนำำ�มาใช้เ้ป็น็พื้้�นฐานเชิงิแนวคิดิด้า้นความต่่อเนื่่�องของ
ผลตอบแทน นอกจากนี้้� Sharpe (1994) ได้้วางมาตรฐานอัตัราผลตอบแทนต่่อความเสี่่�ยงที่่�ถูกูรวมเข้า้มาเพื่่�อ
รองรับัการวัดัอัตัราส่่วนผลตอบแทนต่่อความเสี่่�ยง (Sharpe Ratio) โดยเมื่่�อสังัเคราะห์ง์านที่่�เกี่่�ยวข้อ้งดังักล่่าว 
ISARM+ จึึงถููกออกแบบให้้รองรัับทั้้�งผลตอบแทนส่่วนเพิ่่�ม (Jensen’s Alpha) และอััตราส่่วนผลตอบแทน
ต่่อความเสี่่�ยง (Sharpe Ratio) ผ่่านการผนวกกลไกเชิิงปฏิิสััมพัันธ์์ เช่่น ต้้นทุุน × ความเสี่่�ยง และ โมเมนตััม 
× ผลตอบแทน ซึ่่�งสามารถสะท้้อนพลวััตเชิิงกลยุุทธ์์ที่่�แท้้จริิงของกองทุุน ETF ภายใต้้การตััดสิินใจด้้วย AI
	 เพื่่�อสร้า้งความชัดัเจนและเชื่่�อมโยงทฤษฎีกีับัการทดสอบเชิงิประจักัษ์ ์งานวิจิัยันี้้�จึงึกำำ�หนดสมมุตุิฐิาน
การวิิจััย 8 คู่่� ครอบคลุุมสองมิิติิหลััก ได้้แก่่
	 1. HA-1 ถึงึ HA-8 (สมมติฐิานเชิงิกลยุุทธ์)์ มุ่่�งเน้น้การทดสอบ Strategic Validation โดยใช้ ้LOG_ 
ALPHA เป็็นตััวแปรตาม เพื่่�อเปรีียบเทีียบศัักยภาพของกองทุน ETF ที่่�ขัับเคลื่่�อนด้้วย AI กัับกองทุนแบบ
ดั้้�งเดิิม ในการสร้้างผลตอบแทนส่่วนเพิ่่�ม (Abnormal Return หรืือ Alpha) ซึ่่�งสะท้้อนถึึงความสามารถ
เชิิงกลยุุทธ์์ในการสร้้างมููลค่่าเกิินกว่่า Benchmark
	 2. HS-1 ถึึง HS-8 (สมมติิฐานเชิิงโครงสร้้าง) มุ่่�งเน้้นการทดสอบ Structural Validation โดย
ตรวจสอบอิทธิิพลของปัจจััยเชิงิโครงสร้างและความสััมพัันธ์์เชิงิปฏิสัิัมพัันธ์์ ได้แ้ก่่ ต้น้ทุุน ความเสี่่�ยง โมเมนตััม 
และสภาพคล่่อง ต่่อ Risk-adjusted Performance ผ่่าน z_sharpe โดยมีเีป้า้หมายเพื่่�อประเมิินความเสถียีร
และประสิิทธิิภาพของแบบจำำ�ลองในมิิติิการจััดการความเสี่่�ยง
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ภาพที่่� 2
โครงสร้้างแนวคิิดการวิิเคราะห์์กองทุุน ETF ภายใต้้โมเดล  

ทฤษฎีีและแนวคิิดที่่�เกี่่�ยวข้้อง
	ตั ัวแปรอิิสระ (Independent Variables)
	 1. ค่่าผลตอบแทนในงวดก่่อนหน้้า (LOG_ALPHA_LAG1, LOG_SHARPE_LAG1)
	ตั ัวแปรทั้้�งสองใช้้เพื่่�อประเมิินลัักษณะความต่่อเนื่่�องของผลการดำำ�เนิินงานกองทุนในอดีีต โดย
สะท้้อนพฤติิกรรมการดำำ�เนิินงานของกองทุุนในเชิิงความต่่อเนื่่�อง (Performance Persistence) โดยเฉพาะ 
อย่่างยิ่่�งในด้้าน Jensen’s Alpha และ Sharpe Ratio ซึ่่�งเป็็นตััวแทนของผลตอบแทนเชิิงสัมพััทธ์์และ 
เชิิงความเสี่่�ยงในอดีีต แนวคิดนี้้�ได้้รัับการสนับสนุนจากงานวิิจััยของ Carhart (1997) ที่่�แสดงว่่า กองทุนที่่�
มีีผลการดำำ�เนิินงานโดดเด่่นในอดีีตมีีแนวโน้้มสร้้างผลตอบแทนที่่�เหนืือกว่่าค่่าเฉลี่่�ยในอนาคต และมีีความ
สอดคล้้องกัับสมมุุติิฐาน HA‑1 และ HS‑1 ที่่�ใช้้ในแบบจำำ�ลอง AI ในการประเมิินผลการเรีียนรู้้�จากข้้อมููล 
ในอดีีต
	 2. ระดัับความเสี่่�ยง (LOG_RISK)
	ตั ัวแปรนี้้�วััดจากค่่าเบี่่�ยงเบนมาตรฐานของผลตอบแทนแบบลอการิิทึึมในช่่วง 3 เดืือน ซึ่่�งใช้้เพื่่�อ
สะท้อ้นความแปรปรวนของผลตอบแทนรายช่่วงเวลา แนวคิดินี้้�มีบีทบาทสำำ�คัญัในการประเมินิทั้้�งผลตอบแทน
ส่่วนเพิ่่�ม (Alpha) และความสามารถในการสร้้างผลตอบแทนเชิิงความเสี่่�ยง (Sharpe Ratio) โดยงานของ 
Servaes and Sigurdsson (2018) และ Goel et al. (2022) สนัับสนุุนตรรกะดัังกล่่าวในเชิิงประจัักษ์์ โดย
แสดงให้้เห็็นว่่า Volatility และความเสี่่�ยงของกองทุุนมีีผลต่่อทั้้�งค่่า Jensen’s Alpha และ Sharpe Ratio 
โดยสอดคล้้องกัับสมมุุติิฐาน HA‑2 และ HS‑2 ที่่�เน้้นผลของ Log-risk ต่่อ Performance

6 

เพื่อสร้างความชัดเจนและเช่ือมโยงทฤษฎีกับการทดสอบเชิงประจักษ์ งานวิจัยนี้จึงก าหนดสมมุติฐานการวิจัย 8 คู่ 
ครอบคลุมสองมิติหลัก ได้แก่ 

1. HA-1 ถึง HA-8 (สมมติฐานเชิงกลยุทธ์) มุ่งเน้นการทดสอบ Strategic Validation โดยใช้ LOG_ALPHA เป็น
ตัวแปรตาม เพื่อเปรียบเทียบศักยภาพของกองทุน ETF ที่ขับเคลื่อนด้วย AI กับกองทุนแบบดั้งเดิม ในการสร้างผลตอบแทน
ส่วนเพ่ิม (Abnormal Return หรือ Alpha) ซึ่งสะท้อนถึงความสามารถเชิงกลยุทธ์ในการสร้างมูลค่าเกินกว่า Benchmark 

2. HS-1 ถึง HS-8 (สมมติฐานเชิงโครงสร้าง) มุ่งเน้นการทดสอบ Structural Validation โดยตรวจสอบอิทธิพล
ของปัจจัยเชิงโครงสร้างและความสัมพันธ์เชิงปฏิสัมพันธ์ ได้แก่ ต้นทุน ความเสี่ยง โมเมนตัม และสภาพคล่อง ต่อ Risk-
adjusted Performance ผ่าน z_sharpe โดยมีเป้าหมายเพื่อประเมินความเสถียรและประสิทธิภาพของแบบจ าลองในมิติ
การจัดการความเสี่ยง 

 
ภาพที่ 2 
โครงสร้างแนวคิดการวิเคราะห์กองทุน ETF ภายใต้โมเดล   
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
ทฤษฎีและแนวคิดที่เกี่ยวข้อง 
ตัวแปรอิสระ (Independent Variables) 

1. ค่าผลตอบแทนในงวดก่อนหน้า (LOG_ALPHA_LAG1, LOG_SHARPE_LAG1) 
ตัวแปรทั้งสองใช้เพื่อประเมินลักษณะความต่อเนื่องของผลการด าเนินงานกองทุนในอดีต โดยสะท้อนพฤติกรรมการ

ด าเนินงานของกองทุนในเชิงความต่อเนื่อง (Performance Persistence) โดยเฉพาะอย่างยิ่งในด้าน Jensen’s Alpha และ 
Sharpe Ratio ซึ่งเป็นตัวแทนของผลตอบแทนเชิงสัมพัทธ์และเชิงความเสี่ยงในอดีต แนวคิดนี้ได้รับการสนับสนุนจากงานวิจัย
ของ Carhart (1997) ที่แสดงว่า กองทุนที่มีผลการด าเนินงานโดดเด่นในอดีตมีแนวโน้มสร้างผลตอบแทนที่เหนือกว่าค่าเฉลี่ย

ตัวแปรอิสระ (Independent Variables) 
1. HA-1, HS-1: ค่าผลตอบแทนในงวดก่อนหน้า 
(LOG_ALPHA_LAG1, LOG_SHARPE_LAG1) 
2. HA-2, HS-2: ระดับความเสี่ยง (LOG_RISK) 
3. HA-3, HS-3: ค่าใช้จ่ายที่คาดหวัง (EXPVAL) 
4. HA-4, HS-4: สัญญาณโมเมนตมั (MOMENTUM_FLAG) 
5. HA-5, HS-5: ระดับสภาพคล่อง (LIQ_SCORE) 
6. HA-6, HS-6: ผลตอบแทนย้อนหลัง (LOG_RETURN) 

ตัวแปรตาม (Dependent Variables) 
1. ค่าผลตอบแทนส่วนเพ่ิม 
(LOG_ALPHA_ETF) 
2. อัตราส่วนผลตอบแทนต่อความเสีย่ง 
(Z_SHARPE_ETF) 

ตัวแปรเชิงปฏิสัมพันธ์ (Interaction Term) 
1. HA-7, HS-7: ตัวแปรปฏสิัมพันธ์ท่ีสะท้อนผลกระทบร่วมของต้นทุนและความเสี่ยง 
(EXPVAL × LOG_RISK) 
2. HA-8, HS-8: ตัวแปรปฏสิัมพันธ์ท่ีสะท้อนการแทรกแซงของ Logic  
ด้าน Momentum ต่อผลตอบแทน (MOMENTUM_FLAG × LOG_RETURN) 
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	 3. ค่่าใช้้จ่่ายที่่�คาดหวััง (EXPVAL)
	ต้ ้นทุุนรายเดืือนโดยประมาณของผู้้�ลงทุุนในแต่่ละกองทุน ซึ่่�งคำำ�นวณจากการนำำ� Total Return 
คููณกัับค่่าใช้้จ่่ายเฉลี่่�ยรายเดืือน (Derived from Expense Ratio) ตััวแปรนี้้�สะท้้อนความเหลื่่�อมล้ำำ��ระหว่่าง
ความคาดหวัังกัับต้้นทุุนที่่�แท้้จริิงในบริิบทของพฤติิกรรมผู้้�ลงทุุน โดยเฉพาะในกองทุุนที่่�ขัับเคลื่่�อนด้้วยระบบ 
AI ซึ่่�งมัักมีีต้้นทุุนแฝงเชิิงกลยุุทธ์์ โดยงานวิิจััยของ Kacperczyk et al. (2005) แสดงหลัักฐานเชิิงประจัักษ์์ว่่า 
กองทุนุที่่�มีีค่่าใช้้จ่่ายสูงูกว่่ามัักจะสร้้างผลตอบแทนสุทุธิิที่่�ต่ำำ��กว่่าและมีี Sharpe Ratio ที่่�ต่ำำ��กว่่า ซึ่่�งสอดคล้้อง
กัับตรรกะของสมมติิฐาน HA-3 และ HS-3 ที่่�เสนอผลเชิิงลบของ EXPVAL ต่่อทั้้�ง Alpha และ Sharpe Ratio
	 4. สััญญาณโมเมนตััม (MOMENTUM_FLAG)
	ตั วัแปรนี้้�ใช้ร้ะบุุว่่า กองทุนมีีแนวโน้้มผลตอบแทนที่่�ต่่อเนื่่�องหรืือไม่่ โดยใช้ใ้นการวิเคราะห์์ว่่ากองทุน
มีีลัักษณะของ Return ต่่อเนื่่�องหรืือไม่่ โดยอิิงจากการเปรีียบเทีียบ Total Return กัับค่่าเฉลี่่�ยย้้อนหลััง 3 
เดืือน ตรรกะนี้้�เชื่่�อมโยงกัับแนวคิิดด้้านราคาทางเทคนิิค เช่่น Price-Momentum และ Trend Following 
ซึ่่�งเป็็นที่่�นิิยมในกองทุุนเชิิงกลยุุทธ์์ งานวิิจััยของ Carhart (1997) และ Hanauer and Windmüller (2019) 
ให้ห้ลักัฐานเชิงิประจักัษ์ว์่่า กองทุนที่่�มีสีัญัญาณโมเมนตัมัชัดัเจนมักัให้ผ้ลตอบแทนที่่�สูงูกว่่า พร้อ้มทั้้�งแสดงว่่า 
โมเมนตััมที่่�มีี Risk-managed จะนำำ�ไปสู่่�ค่่า Sharpe Ratio ที่่�สููงขึ้้�น และมีีความสอดคล้้องตรงกัับสมมุุติิฐาน 
HA‑4 และ HS‑4
	 5. ระดัับสภาพคล่่อง (LIQ_SCORE)
	ตั วัแปร LIQ_SCORE ใช้เ้พื่่�อสะท้้อนระดัับความสามารถในการเปลี่่�ยนมืือของหน่่วยลงทุนในตลาดรอง 
โดยวััดจากอัันดัับเปอร์์เซ็็นไทล์์ของปริิมาณการซื้้�อขายเฉลี่่�ยรายวััน ตััวแปรนี้้�เชื่่�อมโยงกัับแนวคิิดของตลาดที่่�
มีีต้้นทุุนการเปลี่่�ยนสถานะสููง ซึ่่�งอาจกระทบต่่อผลตอบแทนสุุทธิิในรููปแบบของ Alpha และ Sharpe Ratio 
งานของ Pastor and Stambaugh (2003) แสดงให้เ้ห็น็ว่่า Liquidity Risk ถูกูสะท้อ้นใน Expected Return 
และมีีผลกระทบต่่อ Performance Metrics ที่่�อิิง Volatility ขณะที่่� Amihud (2002) ระบุุว่่า Illiquidity  
มีีผลต่่อผลตอบแทนของสิินทรััพย์์ ซึ่่�งสอดคล้้องกัับสมมุุติิฐาน HA‑5 และ HS‑5 ที่่�เสนอว่่า สภาพคล่่องของ 
กองทุนุมีผีลต่่อทั้้�งผลตอบแทนส่่วนเพิ่่�ม (Alpha) และประสิทิธิภิาพเชิงิความเสี่่�ยง (Sharpe Ratio) โดยกองทุนุ
ที่่�มีีสภาพคล่่องต่ำำ��มัักมีีประสิิทธิิภาพต่ำำ��กว่่า ทั้้�งในเชิิงผลตอบแทนปรัับความเสี่่�ยงและผลตอบแทนสััมพััทธ์์
	 6. ผลตอบแทนย้้อนหลััง (LOG_RETURN)
	 LOG_RETURN คืือ ผลตอบแทนรายเดืือนของ ETF ที่่�คำำ�นวณในรููปของ Log Return เพื่่�อสะท้้อน
การเปลี่่�ยนแปลงเชิิงสะสมของมููลค่่าการลงทุนในลัักษณะที่่�เป็็นสััดส่่วนและลดผลกระทบจาก Extreme 
Volatility แนวคิดินี้้�สามารถเชื่่�อมโยงกับัการวิเิคราะห์ผ์ลตอบแทนเชิงิตรรกะและ Non-Linearity ของโมเดล 
โดยเฉพาะในบริิบทของกลยุุทธ์์ Momentum งานของ Hanauer and Windmüller (2019) แสดงให้้เห็็น
ว่่า การใช้้ Log Return เป็็นฐานในการคััดเลืือกและจััดการ Momentum Strategy ช่่วยเพิ่่�ม Sharpe Ratio 
และ Alpha อย่่างมีีนััยสำำ�คััญ ซึ่่�งสอดคล้้องกัับสมมุุติิฐาน HA‑6 และ HS‑6 ที่่�เสนอว่่า Log Return มีีผลต่่อ
ประสิิทธิิภาพของกองทุุนทั้้�งในมิิติิผลตอบแทนสััมพััทธ์์และเชิิงความเสี่่�ยง
	ตั ัวแปรเชิิงปฏิิสััมพัันธ์์ (Interaction Term)
	 1. ตัวัแปรปฏิสิัมัพันัธ์ท์ี่่�สะท้อ้นผลกระทบร่ว่มของต้น้ทุนุและความเสี่่�ยง (EXPVAL × LOG_RISK) 
	ตั วัแปรปฏิสิัมัพันัธ์์ EXPVAL × LOG_RISK ใช้ส้ะท้อ้นผลกระทบเชิงิซ้อ้นของความคาดหวังัด้า้นต้น้ทุนุ
ภายใต้้บริิบทของความเสี่่�ยงที่่�เกิิดขึ้้�นจริิง โดยสะท้้อนลัักษณะของผู้้�ลงทุุนที่่�ตอบสนองอย่่างไม่่สมมาตรต่่อค่่า
ธรรมเนีียมในสถานการณ์์ที่่�มีีความผัันผวนสููง ตรรกะนี้้�สอดคล้้องกัับแนวคิิด Behavioral Cost Sensitivity 
และ Bounded Rationality โดยเฉพาะในกลุ่่�มกองทุุน AI-driven งานของ Servaes and Sigurdsson 
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(2018) และ Goel et al. (2022) ให้้หลัักฐานเชิิงประจัักษ์์ว่่า การออกแบบโครงสร้้างค่่าธรรมเนีียมที่่�สััมพัันธ์์
กัับระดัับความเสี่่�ยงมีีผลต่่อทั้้�ง Alpha และ Sharpe Ratio อย่่างมีีนััยสำำ�คััญ และสอดคล้้องกัับสมมุุติิฐาน 
HA‑7 และ HS‑7 ที่่�เสนอว่่า Interaction ระหว่่าง EXPVAL และ LOG_RISK มีีผลโดยตรงต่่อประสิิทธิิภาพ
ของกองทุุนในเชิิงผลตอบแทนและความเสี่่�ยง
	 2. ตััวแปรตััวแปรปฏิิสััมพัันธ์์ที่่�สะท้้อนการแทรกแซงของ Logic ด้้าน Momentum ต่่อ 
ผลตอบแทน (MOMENTUM_FLAG × LOG_RETURN)
	ตั ัวแปรปฏิิสััมพัันธ์์ MOMENTUM_FLAG × LOG_RETURN ใช้้แสดงถึงกลไกของกลยุุทธ์์  
Momentum ที่่�ต้้องอาศััยทั้้�งสััญญาณทางเทคนิิคและผลตอบแทนที่่�เกิิดขึ้้�นจริิง โดยสะท้้อนแนวคิิดเชิิง
ตรรกะของโมเดลที่่�ตอบสนองต่่อเงื่่�อนไขทางตลาดแบบ Adaptive งานของ Hanauer and Windmüller 
(2019) ให้้หลัักฐานเชิิงประจัักษ์์ว่่า Interaction ระหว่่างสััญญาณ Momentum กัับระดัับผลตอบแทนมี ี
ผลต่่อ Sharpe Ratio และ Alpha อย่่างมีีนััยสำำ�คััญ โดยเฉพาะในโมเดลที่่�ใช้้ Risk-managed Momentum 
ดัังนั้้�นจึึงสอดคล้้องกัับสมมุุติิฐาน HA‑8 และ HS‑8 ซึ่่�งเสนอว่่า การแทรกแซงของ Logic เชิิงโมเมนตััมต่่อ 
ผลตอบแทนมีีผลต่่อประสิิทธิิภาพของกองทุุน

วิิธีีดำำ�เนิินการวิิจััย
	 1. แหล่่งข้้อมููลและกลุ่่�มตััวอย่่าง
	ง านวิจิัยันี้้�อาศัยัข้อ้มูลูรายเดือืนจากกองทุน ETF จำำ�นวน 4 กองทุน ในช่่วงเดืือนมกราคม พ.ศ. 2563 
ถึึงธัันวาคม พ.ศ. 2567 ครอบคลุุมระยะเวลา 60 เดืือน โดยแบ่่งออกเป็็นสองกลุ่่�ม ได้้แก่่ กองทุุนที่่�ใช้้ระบบ
ปัญัญาประดิิษฐ์์ (AI ETFs) คือื AIEQ และ AMOM และกองทุนแบบดั้้�งเดิิม (TD ETFs) คือื SPMO และ AVUS 
การคััดเลืือกกองทุุน AI ETFs ดำำ�เนิินการจากการตรวจสอบ Factsheet ของกองทุุน ซึ่่�งแสดงหลัักฐานอย่่าง
เป็็นทางการว่่า มีีการใช้้ AI ในระดัับกลยุทธ์์การบริิหารพอร์์ตอย่่างแท้้จริิง ผลการตรวจสอบพบเพีียงสอง
กองทุุน คืือ AIEQ และ AMOM ที่่�เข้้าเกณฑ์์ดัังกล่่าว
	 เพื่่�อให้้เกิิดการเปรีียบเทีียบที่่�มีีความสมดุุล กลุ่่�มกองทุุน TD ETFs ถููกคััดเลืือกโดยอิิงหลัักการจัับคู่่�
เชิิงกลยุุทธ์์ (Strategy-based Matching) โดยพิิจารณาให้้ทั้้�งสองกลุ่่�มอยู่่�ใน Asset Segment และ Asset 
Allocation ที่่�ใกล้้เคีียงกััน กล่่าวคืือ ทั้้�งหมดเป็็นกองทุุนหุ้้�นสหรััฐ (U.S. equity ETFs) ที่่�มีีโครงสร้้างพอร์์ต
แบบกระจายตััวในลัักษณะกว้้าง (Broad-market Allocation) แตกต่่างกัันเพีียงในเชิิงตรรกะของกลยุุทธ์์
การบริิหาร โดยกองทุุน AI ใช้้ AI-Driven Decision Making ในขณะที่่�กองทุุน TD ใช้้ Rule-based และ 
Relative Strength โดยไม่่มีีการใช้้ระบบอััจฉริิยะโดยตรง การเลืือกกลุ่่�มตััวอย่่างในลัักษณะนี้้�ทำำ�ให้้งานวิิจััย
สามารถทำำ�หน้้าที่่�เป็็น กรณีีศึึกษาเชิิงลึึก (In-depth Case Study) ที่่�สะท้้อนความแตกต่่างด้้าน
กลยุุทธ์์อย่่างแท้้จริิง ภายใต้้โครงสร้้างการลงทุุนที่่�ใกล้้เคีียงกััน
	 2. การเตรีียมข้้อมููลและการแปลงค่่าตััวแปร
	 การศึึกษานี้้�ใช้้ข้้อมููล ผลตอบแทนรวม (Total Return) ของแต่่ละกองทุุน ซึ่่�งสะท้้อนทั้้�งการ
เปลี่่�ยนแปลงของราคาหน่่วยลงทุุนและเงิินปัันผลที่่�ผู้้�ลงทุุนได้้รัับในแต่่ละเดืือน เพื่่�อให้้สามารถประเมิิน 
ผลตอบแทนที่่�แท้้จริิงได้้อย่่างครบถ้วน ในการคำำ�นวณ Jensen’s Alpha ได้้มีีการกำำ�หนดดััชนีีอ้้างอิิง  
(Benchmark) ให้้สอดคล้้องกัับลัักษณะกลยุุทธ์์ของกองทุุนแต่่ละประเภท โดยกองทุุน AMOM และ SPMO 
อ้้างอิิงกัับ SPMOIV Index, กองทุุน AIEQ อ้้างอิิงกัับ AIPEX Index และกองทุุน AVUS อ้้างอิิงกัับ Russell 
3000 Index (RU3000) การกำำ�หนด Benchmark ในลัักษณะนี้้�ช่่วยให้้การประเมิินผลตอบแทนส่่วนเกิิน 
มีีความถููกต้้องและสะท้้อนเงื่่�อนไขของแต่่ละกองทุุนได้้ชััดเจน
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	 หลัังจากรวบรวมข้้อมููลรายเดืือนครบถ้้วนแล้้ว ตััวแปรทั้้�งหมดได้้รัับการแปลงให้้อยู่่�ในรููป Z-score 
เพื่่�อควบคุุมความแตกต่่างของหน่่วยวััดและขนาดกองทุุน ตลอดจนช่่วยลดอิิทธิิพลของค่่าผิิดปกติิ (Outlier) 
และทำำ�ให้้การกระจายตััวของข้อมููลมีความสมมาตรมากขึ้้�น การทำำ�ให้้ข้้อมููลอยู่่�ในสเกลมาตรฐานเช่่นนี้้�เอื้้�อ
ต่่อการเปรีียบเทีียบในระดัับกลุ่่�มกองทุุน อีีกทั้้�งยัังทำำ�ให้้การตีีความค่่าสััมประสิิทธิ์์�ในแบบจำำ�ลอง ARX และ 
ISARM+ มีีความชััดเจน โดยเฉพาะในกรณีีที่่�มีีการทดสอบตััวแปรเชิิงปฏิิสััมพัันธ์์ (Interaction Terms)  
ซึ่่�งจำำ�เป็็นต้้องอยู่่�ในหน่่วยวััดที่่�เทีียบเคีียงกัันได้้
	 3. แบบจำำ�ลองที่่�ใช้้ในการวิิเคราะห์์
	ง านวิิจััยนี้้�ใช้้แบบจำำ�ลอง ISARM+ (Interaction-based Strategic Asset and Risk Model Plus) 
ซึ่่�งพััฒนาต่่อยอดจากโครงสร้้างพื้้�นฐานของ ARX (Autoregressive with Exogenous Variables) แบบ
จำำ�ลอง ARX ได้รั้ับความนิยิมอย่่างกว้า้งขวางในงานด้า้นการเงินิ เนื่่�องจากสามารถอธิบิายความสัมัพันัธ์ร์ะหว่่าง
พฤติิกรรมเชิิงเวลา (Autoregressive Structure) และอิิทธิิพลจากตััวแปรภายนอก (Exogenous Inputs) 
ได้้อย่่างมีีประสิิทธิิภาพ
	สิ่่ �งที่่�ทำำ�ให้้ ISARM+ แตกต่่าง คืือ การผนวก Interaction Terms เข้้ามาเพื่่�อสะท้้อนเงื่่�อนไข 
เชิิงตรรกะที่่�เปลี่่�ยนแปลงไปตามบริิบทกลยุุทธ์์ของกองทุุน เช่่น ต้้นทุุน × ความเสี่่�ยง หรืือสััญญาณโมเมนตััม 
× ผลตอบแทนจริิง การออกแบบเช่่นนี้้�ช่่วยให้้การวิิเคราะห์์สามารถมองเห็็นความสััมพัันธ์์ที่่�ซัับซ้อนและ
ไม่่เชิิงเส้้นในตลาดทุน โดยมีีรากฐานจากแนวคิด Behavior-informed Modeling และ Pattern-aware 
Regression ตามข้้อเสนอของ Kacperczyk et al. (2005) และ Li et al. (2025) ซึ่่�งชี้้�ว่่า การเรีียนรู้้�จาก
ตััวแปรเชิิงปฏิิสััมพัันธ์์สามารถเพิ่่�มความสามารถของโมเดล AI ในการประมวลสัญญาณและตััดสินใจอย่่าง 
Context-aware สอดคล้้องกัับพลวััตของตลาดการลงทุุนจริิง
	 4. ขั้้�นตอนการวิิเคราะห์์ข้้อมููล
	 การวิเคราะห์์ในงานวิิจััยนี้้�ใช้้ ข้้อมููลอนุุกรมเวลา (Time Series) รายเดืือนของกองทุุน ETF  
แต่่ละกองทุุน ครอบคลุุมระยะเวลา 60 เดืือน โดยวิิเคราะห์์แยกเป็็นรายกองทุุน เพื่่�อให้้เข้้าใจลัักษณะเฉพาะ
เชิิงกลยุุทธ์์ของแต่่ละกองทุุนอย่่างละเอีียด การประมาณค่่าใช้้ แบบจำำ�ลอง ARX (Autoregressive with 
Exogenous Variables) ซึ่่�งสามารถผสมผสานทั้้�งผลกระทบจากค่่าในอดีีต (Lagged Values) และอิิทธิิพล
จากตััวแปรภายนอก (Exogenous Inputs) เช่่น ความเสี่่�ยง ต้้นทุุน และโมเมนตััม  นอกจากนี้้� ยัังพััฒนา 
ต่่อยอดสู่่� ISARM+ เพื่่�อรองรัับ Interaction Terms ที่่�สะท้้อนตรรกะเชิิงกลยุุทธ์์ของกองทุุน ETF ภายใต้้
สภาวะตลาดจริิง โดยขั้้�นตอนการวิิเคราะห์์ ประกอบด้้วย
	 1. การเตรีียมข้้อมููลดิิบ คำำ�นวณ Log Return รายเดืือนของแต่่ละกองทุุน และจััดกลุ่่�มเป็็น AI ETFs 
และ TD ETFs  
	 2. การแปลงข้อมูลู ปรับัค่่าทุกุตัวัแปรให้้อยู่่�ในรูปู Z-score เพื่่�อควบคุมความแตกต่่างของขนาดและ
ลดผลกระทบจาก Outlier 
	 3. การกำำ�หนด Benchmark ใช้ด้ัชันีอี้า้งอิงิที่่�สอดคล้้องกับักลยุทุธ์ ์ได้แ้ก่่ AMOM, SPMO ใช้ ้SPMOIV 
Index, AIEQ ใช้้ AIPEX Index และ AVUS ใช้้ Russell 3000 (RU3000)
	 4. การสร้างตัวแปรปฏิิสััมพัันธ์์ คำำ�นวณ Interaction Term สำำ�หรัับ EXPVAL × LOG_RISK,  
MOMENTUM_FLAG × LOG_RETURN    
	 5. การประมาณค่่าแบบจำำ�ลอง ใช้้ ARX Model แยกวิิเคราะห์์กลุ่่�ม AI และ TD พร้้อมตรวจสอบ 
ค่่าความสััมพัันธ์์ของตััวแปรกัับผลลััพธ์์
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	 6. การสังเคราะห์์ผลลัพัธ์ ์ประเมิินเชิงิกลยุทุธ์โ์ดยอ้า้งอิงิจากค่่า p-value, R², และทิิศทางผลกระทบ
ของตััวแปร เพื่่�อสรุุปบทเรีียนเชิิงกลยุุทธ์์ที่่�แตกต่่างระหว่่างกองทุุน AI ETFs และ TD ETFs
	 ด้้วยกระบวนการนี้้� งานวิิจััยสามารถตรวจสอบพลวััตเชิิงกลยุุทธ์์ของกองทุุน ETF ได้้อย่่างเป็็นระบบ 
และสะท้้อนให้้เห็็นถึึงความแตกต่่างของตรรกะการตััดสิินใจแบบ AI-driven และ Rule-based อย่่างชััดเจน

ผลการวิิจััย
	 1. คุุณภาพของแบบจำำ�ลอง (Model Fit)
	 เพื่่�อสร้า้งความน่่าเชื่่�อถือืของผลการวิเิคราะห์ ์จำำ�เป็น็ต้อ้งตรวจสอบคุณุภาพของแบบจำำ�ลอง (Model 
Fit) ก่่อนการตีีความเชิิงลึึก โดยใช้้สถิิติิสำำ�คััญ ได้้แก่่ ค่่า R² และ Adjusted R² เพื่่�อสะท้้อนความสามารถของ
ตััวแบบในการอธิิบายความแปรปรวนของตััวแปรตาม รวมถึึงค่่า Prob (F-statistic) ที่่�ใช้้ทดสอบนััยสำำ�คััญ
โดยรวมของสมการถดถอย หากค่่าเหล่่านี้้�อยู่่�ในระดัับที่่�เหมาะสม จะช่่วยยืืนยัันว่่าแบบจำำ�ลองมีีความน่่าเชื่่�อ
ถืือ และสามารถนำำ�ไปใช้้ในการทดสอบสมมติิฐานเชิิงกลยุุทธ์์ต่่อไปได้้ 

ตารางที่่� 2
แสดงผลการประเมิินคุุณภาพของแบบจำำ�ลอง

No.	 กองทุุน	ตั ัวแปรตาม	 R²	 Adj. R²	 Prob (F-statistic)

 1	 AMOM	 LOG_AlPHA	 0.433	 0.342	 3.04E-05	

	 (AI)	 Z_SHARPE	 0.737	 0.695	 1.19E-09

 2	 AIEQ	 LOG_AlPHA	 0.979	 0.976	 7.94E-41	

	 (AI)	 Z_SHARPE	 0.533	 0.458	 0.00132

 3	 SPMO	 LOG_AlPHA	 0.308	 0.198	 2.21E-05		

	 (Traditional)	 Z_SHARPE	 0.667	 0.613	 2.03E-07

 4	 AVUS	 LOG_AlPHA	 0.374	 0.274	 2.31E-07		

	 (Traditional)	 Z_SHARPE	 0.368	 0.267	 2.61E-07

	 การตรวจสอบคุณภาพของแบบจำำ�ลอง (Model Fit) เป็็นขั้้�นตอนสำำ�คัญในการยืนยันัความน่่าเชื่่�อถือื
ของผลการวิิเคราะห์์ โดยในงานวิิจััยนี้้�ได้้ใช้้ตััวแปรตามสองประเภท ได้้แก่่ LOG_AlPHA (ผลตอบแทนส่่วน
เพิ่่�ม) และ Z_SHARPE (ค่่าผลตอบแทนที่่�ปรับัด้ว้ยความเสี่่�ยง) เพื่่�อประเมินิคุณุภาพของโมเดลสำำ�หรับักองทุนุ 
ETF ทั้้�งสี่่�กองทุุน ทั้้�งในกลุ่่�มที่่�ขัับเคลื่่�อนด้้วย AI และกลุ่่�มดั้้�งเดิิม ตามที่่�สรุุปไว้้ในตารางที่่� 1
	ผล การวิิเคราะห์์ พบว่่า กองทุุน AMOM มีีค่่า R² = 0.737 และ Adjusted R² = 0.695 เมื่่�อใช้้ 
Z_SHARPE เป็็นตััวแปรตาม สะท้้อนว่่าแบบจำำ�ลองสามารถอธิิบายความแปรปรวนของค่่าผลตอบแทนที่่�
ปรัับด้้วยความเสี่่�ยงได้้อย่่างมีีประสิิทธิิภาพ โดยมีีค่่า Prob(F-statistic) = 1.19e-09 ซึ่่�งมีีนััยสำำ�คััญทางสถิิติิ  
ขณะที่่�ผลการประเมิินในมิิติิของ LOG_AlPHA แม้้จะแสดงค่่า R² ที่่�ต่ำำ��กว่่า (0.433) แต่่ยัังคงมีีนััยสำำ�คััญเชิิง
สถิิติิ (p < 0.001) ส่่วนกองทุุน AIEQ พบว่่า แบบจำำ�ลองที่่�ใช้้ LOG_AlPHA มีีคุุณภาพสููงมาก (R² = 0.979, 
Adj.R² = 0.976, p ≈ 0.0) แต่่เมื่่�อพิิจารณาในมิิติิของ Z_SHARPE กลัับพบค่่า R² เพีียง 0.533 แสดงถึึง
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ความไม่่เสถีียรของแบบจำำ�ลองในเชิิง Risk-adjusted Performance สำำ�หรัับกองทุุนดั้้�งเดิิม เช่่น SPMO  
และ AVUS แม้้ค่่า Prob(F-statistic) จะแสดงนัยสำำ�คัญั (< 0.001) แต่่ค่่า R² และ Adjusted R² อยู่่�ในระดับัที่่�
ต่ำำ��กว่่ากองทุนุ AI อย่่างชัดัเจน สะท้อ้นข้อ้จำำ�กัดัของแบบจำำ�ลองในการอธิบิายความแปรปรวนของผลตอบแทน
	 โดยสรุปุ การเปรียีบเทียีบระหว่่างกลุ่่�มกองทุนุแสดงให้เ้ห็น็ว่่า AI ETFs มีคีุณุภาพของแบบจำำ�ลองสูงู
กว่่ากองทุุนดั้้�งเดิิมอย่่างต่่อเนื่่�อง โดยเฉพาะ AMOM ซึ่่�งมีีความเสถีียรในด้้าน Risk-adjusted Performance 
และ AIEQ ในมิิติิของ LOG_AlPHA ที่่�สะท้้อนถึึงความเหมาะสมของโมเดลในระดัับสููงมาก ผลลััพธ์์ดัังกล่่าว
ตอกย้ำำ��ศัักยภาพของกองทุุนที่่�ขัับเคลื่่�อนด้้วย AI ในการสร้้างแบบจำำ�ลองเชิิงสถิิติิที่่�สามารถอธิิบายความแตก
ต่่างของผลตอบแทนได้อ้ย่่างมีนัยัสำำ�คัญั และสามารถใช้เ้ป็น็ฐานเชิงิประจักัษ์ท์ี่่�น่่าเชื่่�อถือืสำำ�หรับัการตีคีวามใน
ขั้้�นตอนถััดไปของการวิิจััย
	 2. ผลการทดสอบสมมติิฐาน
	 การทดสอบสมมติิฐานภายใต้้แบบจำำ�ลอง ISAMR+ มีีเป้้าหมายเพื่่�อประเมิินว่่า ปััจจััยเชิิงกลยุทธ์์
และตััวแปรปฏิิสััมพัันธ์์สามารถอธิิบายการเปลี่่�ยนแปลงของผลตอบแทนส่่วนเพิ่่�ม (LOG_AlPHA) และ 
ผลตอบแทนที่่�ปรับัด้ว้ยความเสี่่�ยง (Z_SHARPE) ได้อ้ย่่างมีนัยัสำำ�คัญหรือืไม่่ โดยตารางที่่� 2 แสดงค่่าสัมัประสิทิธิ์์�
จากการวิิเคราะห์์ถดถอยตามสมมติิฐาน HA-1 ถึึง HA-8 และ HS-1 ถึึง HS-8 ซึ่่�งครอบคลุุมทั้้�ง Persistence,  
Risk-return Trade-off, Momentum Logic รวมถึึงปฏิิสััมพัันธ์์เชิิง Cost-risk และ Conditional  
Momentum เพื่่�อใช้้เปรีียบเทีียบความแตกต่่างเชิิงกลยุุทธ์์ระหว่่างกองทุุน AI-driven (AMOM, AIEQ)  
และกองทุุนดั้้�งเดิิม (SPMO, AVUS) อัันจะเป็็นรากฐานสำำ�หรัับการอภิิปรายเชิิงลึึกในลำำ�ดัับถััดไป

ตารางที่่� 3
สรุุปผลการวิิเคราะห์์ถดถอยของตััวแปรอิิสระเชิิงกลยุุทธ์์

				ทิ    ิศทาง  		                ค่่าสััมประสิิทธิ์์�
	 รหััส	ตั ัวแปรตาม	ตั ัวแปรอิิสระ	 ความสััมพัันธ์์		                (Coefficient)	
	ส มมติิฐาน	 (Y)	 (X)	 AI	 TD	 AMOM	 AIEQ	 SPMO 
						      (AI)	  (AI)	 (TD)
	 HA-1	 LOG_ALPHA	 LOG_ALPHA_LAG1	ลบ	 	   0.1747	 -0.0187	 -0.4244***
	 HA-2	 LOG_ALPHA	 LOG_RISK		 	   0.0035	 -0.0014	 0.0004
	 HA-3	 LOG_ALPHA	 EXPVAL	ลบ	ลบ	   -1.3543**	 -0.0186	 -0.2875*
	 HA-4	 LOG_ALPHA	 MOMENTUM_FLAG		ลบ	   -0.0016	 -0.0034	 -0.0011
	 HA-5	 LOG_ALPHA	 LIQ_SCORE	 		   -0.0004	 -0.0032	 0.0001
	 HA-6	 LOG_ALPHA	 LOG_RETURN	บว ก	บว ก	 0.1869***	 0.7939***	 -0.0012
	 HA-7	 LOG_ALPHA	 z(EXPVAL × LOG_RISK)		ลบ	   -0.0008	 0.0008	 -0.0005**
	 HA-8	 LOG_ALPHA	 z(MOMENTUM_FLAG 			   -0.0081**	 0.0017	 -0.0009
			   × LOG_RETURN)		  
	 HS-1	 Z_SHARPE	 Z_SHARPE_LAG1	บว ก	บว ก	 0.6607***	 0.22200.5652***
	 HS-2	 Z_SHARPE	 LOG_RISK	บว ก	บว ก	 0.5264***	 0.7848***	 0.5068***
	 HS-3	 Z_SHARPE	 EXPVAL		 	   -34.2796	 40.918	 -45.1784
	 HS-4	 Z_SHARPE	 MOMENTUM_FLAG		 	   -0.1312	 0.1459	 0.1682
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	ตารางที่่� 3 (ต่่อ)	
	
				ทิ    ิศทาง  		                ค่่าสััมประสิิทธิ์์�
	 รหััส	ตั ัวแปรตาม	ตั ัวแปรอิิสระ	 ความสััมพัันธ์์		                (Coefficient)	
	ส มมติิฐาน	 (Y)	 (X)	 AI	 TD	 AMOM	 AIEQ	 SPMO 
						      (AI)	  (AI)	 (TD)
	 HS-5	 Z_SHARPE	 LIQ_SCORE	บว ก	ลบ	  1.0582**	 1.9313**	 -0.1180
	 HS-6	 Z_SHARPE	 LOG_RETURN	บว ก	 	  4.5942***	 0.7026	 2.6032
	 HS-7	 Z_SHARPE	 z(EXPVAL × LOG_RISK)	บว ก	บว ก	 0.2734***	 -0.1695	 0.2191***
	 HS-8	 Z_SHARPE	 z(MOMENTUM_FLAG 			   -0.0108	 -0.1885	 -0.0944
			   × LOG_RETURN)			 

*** มีีนััยสำำ�คััญทางสถิิติิที่่�ระดัับ < 0.01, ** มีีนััยสำำ�คััญทางสถิิติิที่่�ระดัับ < 0.05, * มีีนััยสำำ�คััญทางสถิิติิที่่�
ระดัับ < 0.1

	 ผลการทดสอบสมมติิฐานเชิิงกลยุุทธ์์ต่่อผลตอบแทนส่่วนเพิ่่�ม (LOG_AlPHA): HA-1 ถึึง HA-8
	ผล การทดสอบสมมติิฐาน HA-1 ถึึง HA-8 แสดงให้้เห็็นว่่า AI ETFs โดยเฉพาะ AMOM และ AIEQ  
มีีความได้้เปรีียบในหลายมิิติิ ตััวอย่่างที่่�เด่่นชััด คืือ สมมติิฐาน HA-6 (LOG_RETURN) ซึ่่�งสะท้้อนความ 
ต่่อเนื่่�องของผลตอบแทน โดยกองทุุน AIEQ (ค่่าสััมประสิิทธิ์์� = 0.7939*), AMOM (0.1869), และ AVUS 
(0.1029)** แสดงค่่าสััมประสิิทธิ์์�เชิิงบวกที่่�มีีนััยสำำ�คัญทางสถิิติิ (p < 0.01) อย่่างไรก็ตาม ค่่าที่่�ปรากฏใน  
AIEQ และ AMOM มีีความโดดเด่่นกว่่ากองทุนอื่่�น ซึ่่�งสะท้้อนศัักยภาพของ AI ETFs ในการใช้้สััญญาณ  
Return Persistence เพื่่�อสร้างอัลฟ่่าอย่่างมีประสิิทธิิภาพ แนวคิดนี้้�สอดคล้้องกับทฤษฎีี Adaptive  
Market Hypothesis (Lo, 2004) และการศึึกษาเชิิงประจัักษ์์ของ Carhart (1997) ที่่�ชี้้�ว่่า ผลตอบแทน 
ต่่อเนื่่�องสามารถสร้้างผลลััพธ์์เชิิงบวกได้้ในหลายบริิบทการลงทุุน
	 ในอีีกด้้านหนึ่่�ง TD ETFs โดยเฉพาะ SPMO และ AVUS มีีความเด่่นในสมมติิฐานที่่�เกี่่�ยวกัับปััจจััย 
เชิงิโครงสร้าง ได้แ้ก่่ HA-5 (RISK_LIQ_SCORE) ซึ่่�ง AVUS มีคี่่าสััมประสิิทธิ์์� = -0.0045** (p < 0.05) สะท้อ้น
ว่่ากองทุนดั้้�งเดิิมตอบสนองต่่อปััจจััยความเสี่่�ยงและสภาพคล่่องได้้อย่่างมีนััยสำำ�คััญ อีีกทั้้�ง HA-7 (EXPVAL  
× LOG_RISK) ของ SPMO มีีค่่าสััมประสิิทธิ์์� =  -0.0005** (p < 0.05) แสดงถึึงการสะท้้อนปฏิิสััมพัันธ์ ์
ระหว่่างต้น้ทุนุและความเสี่่�ยงที่่�มีทีิศิทางตรงตามทฤษฎี ีซึ่่�งสอดคล้อ้งกับักรอบแนวคิดิ Cost–risk Interaction 
ที่่�ได้้รัับการสนัับสนุุนจากงานของ Barroso and Santa-Clara (2015) และ Pollet and Wilson (2008)  
ในขณะเดีียวกััน HA-1 (LOG_ALPHA_LAG1) ของ SPMO (ค่่าสััมประสิิทธิ์์� = -0.4244*) แม้้จะมีีทิิศทาง 
ตรงข้ามกัับทฤษฎีี Persistence Logic แต่่สะท้้อนเอกลัักษณ์์ของกลยุทธ์์ Passive Momentum ที่่�  
TD ETF ใช้้ในการบริิหารจััดการ ดัังนั้้�นผลของการวิิจััยแสดงให้้เห็็นถึึงกองทุุนดั้้�งเดิิมยัังคงมีีบทบาทสำำ�คัญ 
ในด้้าน Cost–risk Interaction และ Liquidity–risk Trade-Off ซึ่่�ง AI ETFs ยัังไม่่สามารถอธิิบายได้้อย่่าง
มั่่�นคง 
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	 ผลการทดสอบสมมติิฐานเชิิงโครงสร้้างต่่อผลตอบแทนที่่�ปรัับด้้วยความเสี่่�ยง (Z_SHARPE): 
HS-1 ถึึง HS-8
	ผล การทดสอบ HS-1 ถึึง HS-8 ชี้้�ว่่า AI ETFs โดยเฉพาะ AMOM และ AIEQ มีีความโดดเด่่น 
ในด้า้น Persistence และการบูรูณาการสภาพคล่่อง โดย HS1 (Z_SHARPE_LAG1) แสดงให้เ้ห็น็ว่่า AMOM 
(0.6607***), SPMO (0.5652***), และ AIEQ (0.2220**) มีีค่่าสััมประสิิทธิ์์�เชิิงบวกและมีีนััยสำำ�คััญทาง
สถิิติิ สะท้้อนถึึงความต่่อเนื่่�องของประสิิทธิิภาพการลงทุน (Performance Persistence) ที่่�สอดคล้้องกับ 
Persistence Logic และงานของ Carhart (1997) ที่่�ยืืนยัันว่่า กองทุุนจำำ�นวนมากมีีผลการดำำ�เนิินงาน
ที่่�ต่่อเนื่่�อง นอกจากนี้้� HS-5 (LIQ_SCORE) สนัับสนุุนบทบาทของสภาพคล่่อง โดย AMOM (1.0582**) 
และ AIEQ (1.9313**) แสดงค่่าสััมประสิิทธิ์์�เชิิงบวกและมีีนััยสำำ�คััญ สอดคล้้องกัับทฤษฎีีของ Acharya and 
Pedersen (2005) ที่่�ชี้้�ว่่า สภาพคล่่องสามารถอธิิบายความแตกต่่างด้้านผลตอบแทนได้้ ขณะเดีียวกััน HS-6 
(LOG_RETURN) พบว่่า AMOM (4.5942***) มีีค่่าสััมประสิิทธิ์์�สููง ซึ่่�งชี้้�ถึึงการตอบสนองที่่�มีีประสิิทธิิภาพ
ต่่อ Momentum Signal และสอดคล้้องกัับ Jegadeesh and Titman (1993) ที่่�เสนอว่่า การลงทุุน 
เชิงิ Momentum สามารถสร้างผลตอบแทนส่่วนเกินิได้อ้ย่่างต่่อเนื่่�อง ผลลัพัธ์เ์หล่่านี้้�แสดงให้เ้ห็น็ว่่า AI ETFs 
สามารถใช้้ Persistence และ Liquidity Signals เพื่่�อสร้้างผลตอบแทนเชิิง Risk-adjusted ที่่�โดดเด่่นได้้จริิง
ในอีีกด้้านหนึ่่�ง TD ETFs โดยเฉพาะ AVUS และ SPMO มีีจุุดแข็็งในมิิติิของ Cost–risk Interaction และ 
Structural Balance โดย HS-7 (EXPVAL × LOG_RISK) ของ SPMO (0.2191***) และ AVUS (0.1410***) 
มีีค่่าสััมประสิิทธิ์์�เชิิงบวกและมีีนััยสำำ�คััญ สอดคล้้องกัับงานของ Barroso and Santa-Clara (2015) และ 
Pollet and Wilson (2008) ที่่�ชี้้�ว่่า ปฏิิสััมพัันธ์์ระหว่่างต้้นทุุนและความเสี่่�ยงสามารถอธิิบายความแตกต่่าง 
ในผลตอบแทนได้้ นอกจากนี้้� HS-5 (LIQ_SCORE) ของ AVUS (-0.6002*) มีีค่่าสััมประสิิทธิ์์�ติิดลบและ 
มีีนััยสำำ�คััญทางสถิติิ สะท้้อนข้้อจำำ�กัดด้้านสภาพคล่่องของกองทุนที่่�จััดการแบบ passive อย่่างไรก็็ตาม  
ผลลัพัธ์์นี้้�ยืนืยันัมุมุมองว่่ากองทุนุดั้้�งเดิมิยังัสะท้อ้นโครงสร้า้งตลาดได้อ้ย่่างชัดัเจน ขณะที่่� HS-1 (Z_SHARPE_
LAG1) ของ SPMO (0.5652***) ยัังคงแสดง Persistence Logic ที่่�สอดคล้้องกัับกรอบทฤษฎีี โดยรวมแล้้ว 
TD ETFs แม้้จะไม่่เด่่นชััดในด้้าน Momentum Integration แบบ AI ETFs แต่่ยัังคงมีีจุุดแข็็งเชิิงโครงสร้้าง 
โดยเฉพาะการผนวก Cost–risk Interaction และการสะท้้อนโครงสร้้างตลาดที่่�แท้้จริิง
	 3. สรุุปผลการทดสอบสมมติิฐาน
	ผล การศึึกษาครั้้�งนี้้�เริ่่�มต้้นจากการประเมิินคุุณภาพของแบบจำำ�ลอง (Model Fit) โดยใช้้ตััวแปรตาม
ทั้้�ง LOG_ALPHA และ Z_SHARPE พบว่่า กองทุุน AI-driven โดยเฉพาะ AMOM และ AIEQ แสดงค่่า R² 
และ Adjusted R² ในระดัับสููงกว่่ากองทุุนดั้้�งเดิิม (TD ETFs) อย่่างมีีนััยสำำ�คััญ ซึ่่�งสะท้้อนว่่าโมเดลที่่�อิิง AI 
มีีความสามารถในการอธิิบายความแปรปรวนของผลตอบแทนได้้ดีีกว่่า (Carhart, 1997; Lo, 2004) ขณะ
เดีียวกััน ค่่า Prob(F-statistic) ที่่�มีีนััยสำำ�คััญยืืนยัันความแข็็งแรงของโมเดลทางสถิติิและทำำ�ให้้การตีความ
ผลลััพธ์์มีีความน่่าเชื่่�อถืือมากขึ้้�น
	 เมื่่�อพิิจารณาผลการทดสอบสมมติิฐานเชิิงกลยุุทธ์์ต่่อผลตอบแทนส่่วนเพิ่่�ม (HA-1 ถึึง HA-8) พบว่่า 
AI ETFs มีีความโดดเด่่นในด้้านการใช้้ Return Persistence และ Momentum Signals โดยเฉพาะในกรณีี
ของ HA-6 (LOG_RETURN) ซึ่่�งกองทุุน AIEQ และ AMOM แสดงค่่าสััมประสิิทธิ์์�เชิิงบวกและมีีนััยสำำ�คััญ
ทางสถิิติิ สอดคล้้องกัับผลการศึึกษาเชิิงประจัักษ์์ของ Jegadeesh and Titman (1993) ที่่�ยืืนยัันว่่ากลยุุทธ์์ 
Momentum สามารถสร้้างผลตอบแทนส่่วนเกิินได้้อย่่างต่่อเนื่่�อง นอกจากนี้้� การที่่�กองทุุน AMOM แสดง
ความเสถีียรของโมเดลในเชิิง Z_SHARPE ยัังสอดคล้้องกัับทฤษฎีี Adaptive Market Hypothesis (AMH) 
ของ Lo (2004) ซึ่่�งเสนอว่่ากลยุุทธ์์ที่่�ยืืดหยุ่่�นสามารถปรัับตััวต่่อสภาพตลาดและสร้้างผลลััพธ์์ที่่�มั่่�นคง
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	 ในอีีกด้้านหนึ่่�ง การทดสอบสมมติิฐานเชิิงโครงสร้างต่่อผลตอบแทนที่่�ปรัับด้้วยความเสี่่�ยง (HS-1 
ถึึง HS-8) ชี้้�ให้้เห็็นว่่า TD ETFs ทั้้�ง SPMO และ AVUS มีีความเด่่นในมิิติิของ Cost–risk Interaction 
และ Structural Balance เช่่น HS-7 (EXPVAL × LOG_RISK) ที่่�ทั้้�งสองกองทุุนมีีค่่าสััมประสิิทธิ์์�บวกและ 
มีีนััยสำำ�คััญ สอดคล้้องกัับกรอบแนวคิิดของ Barroso and Santa-Clara (2015) และงานของ Pollet and 
Wilson (2008) ที่่�อธิิบายว่่า ปฏิิสััมพัันธ์์ระหว่่างต้นทุุนและความเสี่่�ยงสามารถกำำ�หนดความผัันผวนและ
เสถีียรภาพของผลตอบแทนได้้ ขณะเดีียวกััน ผลของ HS-5 (LIQ_SCORE) ที่่� AVUS แสดงค่่าสััมประสิิทธิ์์� 
ลบอย่่างมีีนััยสำำ�คััญ ยัังสนัับสนุุนทฤษฎีีของ Acharya and Pedersen (2005) ที่่�เสนอว่่าสภาพคล่่องต่ำำ��
สามารถเป็็นข้้อจำำ�กััดต่่อประสิิทธิิภาพการลงทุุน

อภิิปรายผลและข้้อเสนอแนะ
	 1. อภิิปรายผลการวิิจััย
	ผล การศึกึษานี้้�ชี้้�ให้เ้ห็น็ว่่า AI ETFs โดยเฉพาะกองทุน AMOM และ AIEQ มีศีักัยภาพในการสร้างความ
แตกต่่างจากกองทุุนแบบดั้้�งเดิิมอย่่างชััดเจน โดย AMOM สามารถสะท้้อนความเสถีียรด้้าน Risk-adjusted 
Performance ได้้อย่่างโดดเด่่น ขณะที่่� AIEQ แสดงให้้เห็็นถึึงความสามารถในการใช้้ Return Persistence  
เพื่่�อสร้างผลตอบแทนส่่วนเพิ่่�ม แม้้จะยังัมีขี้อ้จำำ�กัดับางประการในด้า้นการอธิบิายความสัมัพันัธ์เ์ชิงิปฏิสัิัมพันัธ์์ 
(Interaction Term) อย่่างไรก็ตาม ผลลััพธ์์เหล่่านี้้�สนับสนุนมุุมมองที่่�ว่่า กองทุนที่่�ขัับเคลื่่�อนด้้วย AI  
สามารถใช้้ประโยชน์์จากตรรกะเชิิงพลวััต (Dynamic Logic) และสััญญาณจากข้้อมููลที่่�ซัับซ้้อนได้้มากกว่่า
กองทุุนแบบดั้้�งเดิิม ในทางกลัับกััน TD ETFs ได้้แก่่ SPMO และ AVUS ยัังคงมีีบทบาทสำำ�คััญ โดยสะท้้อน
ให้้เห็็นถึึงความแข็็งแกร่่งในเชิิงโครงสร้าง (Structural Balance) และความสามารถในการบริิหารปัจจััย
ต้้นทุุน–ความเสี่่�ยง (Cost–Risk Interaction) ที่่�มั่่�นคงกว่่า ผลการวิิจััยจึึงชี้้�ว่่า AI ETFs ไม่่ได้้มีีความได้้เปรีียบ
อย่่างเบ็็ดเสร็จ หากแต่่ควรถูกมองว่่าเป็็น กรณีศึกึษาเฉพาะ (Case-based Evidence) มากกว่่าข้้อสรุปทั่่�วไป 
เนื่่�องจากผลลััพธ์์แตกต่่างกัันไปตามแต่่ละกองทุุนและเงื่่�อนไขตลาด
	ดั งันั้้�น งานวิิจัยันี้้�มีสี่่วนสำำ�คัญัในการเสนอ ISAMR+ Model เป็น็กรอบแนวคิดิที่่�ช่่วยให้เ้ข้า้ใจบทบาท
ของทั้้�งปัจจััยเชิิงปฏิิสััมพัันธ์์และปััจจััยเชิิงโครงสร้างในการอธิิบายผลการดำำ�เนิินงานของกองทุน AI ETFs 
โดยไม่่สรุปว่่า AI ETFs ต้้องมีความได้้เปรีียบเหนืือกว่่ากองทุนดั้้�งเดิิมเสมอไป แต่่ชี้้�ให้้เห็็นว่่าผลลััพธ์์ขึ้้�นอยู่่�
กัับลัักษณะเฉพาะของแต่่ละกองทุุนและสภาวะตลาด ผลการศึึกษานี้้�จึึงควรถููกมองว่่าเป็็น หลัักฐานเชิิงกรณีี  
(Case-based Evidence) ที่่�ช่่วยเสริิมความเข้้าใจในเชิิงทฤษฎีีและวิิธีีวิิจััยมากกว่่าข้้อสรุุปเชิิงทั่่�วไป ทั้้�งนี้้�  
งานวิิจััยยัังได้้วางรากฐานสำำ�หรัับการขยายการศึกษาในอนาคต ไม่่ว่่าจะเป็็นการเพิ่่�มขนาดและความ 
หลากหลายของชุดข้อมููล การวิเคราะห์์เชิงิเปรีียบเทีียบในหลายประเทศ หรืือการทดสอบแบบจำำ�ลองในสภาวะ
ตลาดที่่�แตกต่่างกััน เพื่่�อยืืนยัันและต่่อยอดความรู้้�ที่่�ได้้จากการศึึกษาในครั้้�งนี้้�
	 2. ข้้อเสนอแนะเชิิงทฤษฎีี
	 จากข้้อค้้นพบข้้างต้้น แนะนำำ�ให้้พิิจารณาพััฒนาแบบจำำ�ลองวิิเคราะห์์กองทุุน AI ที่่�สามารถรองรัับ
ตรรกะแบบ Non-linear และ Hierarchical มากขึ้้�น โดยเฉพาะในส่่วนของ Momentum Logic ที่่�พบ
ว่่า ผลลััพธ์์ยัังขาดเสถีียรภาพ การใช้้เครื่่�องมืือใหม่่ในการตีีความ เช่่น SHAP หรืือ Attention Mechanism  
อาจช่่วยให้้เข้้าใจกลไกของโมเดล AI ได้้ลึึกยิ่่�งขึ้้�น และเป็็นทิิศทางสำำ�คัญของการขยายกรอบ ISARM+  
ให้้สามารถประมวล Logic ที่่�ซ้้อนลำำ�ดัับและ Adaptive อย่่างมีีประสิิทธิิภาพในอนาคต
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	 3. ข้้อเสนอเชิิงนโยบายและการลงทุุน
	สำ ำ�หรัับผู้้�จัดการกองทุนและนัักลงทุนเชิงิกลยุทธ์์ ผลวิจัยันี้้�สะท้้อนว่่า แม้้โมเดล AI จะสามารถจำำ�ลอง 
Logic เชิิงโครงสร้างในระดัับหนึ่่�ง แต่่ความไม่่แน่่นอนในองค์์ประกอบของโมเมนตััมยัังคงต้้องการการตรวจ
สอบเพิ่่�มเติิม ซึ่่�งเป็็นปััจจััยสำำ�คััญในการนำำ� AI ไปใช้้ในกองทุุนที่่�ต้้องการสมดุุลระหว่่างผลตอบแทนและ 
ความเสถียร การนำำ�ผลลััพธ์์นี้้�ไปประยุุกต์์ใช้้ในกลยุุทธ์์การจััดสรรสินทรััพย์์อััตโนมััติิจึึงควรดำำ�เนิินการภายใต้้
กรอบการประเมิินความเสี่่�ยงที่่�ละเอีียดรอบคอบ
	 4. ข้้อจำำ�กััดของการวิิจััย และโอกาสสำำ�หรัับการต่่อยอดในอนาคต
	 แม้้แบบจำำ�ลอง ARX ที่่�ใช้้ในงานวิิจััยนี้้�จะมีีข้้อจำำ�กััดในการรองรับตรรกะที่่�ซัับซ้้อนแบบ Non- 
linear และ Adaptive แต่่ข้้อจำำ�กััดสำำ�คััญ คืือ จำำ�นวนกองทุุน AI-driven ETF ที่่�มีีข้้อมููลย้้อนหลัังยัังจำำ�กััด  
ซึ่่�งอาจส่่งผลต่่อความครอบคลุุมของการประเมิิน Logic เชิิงกลยุุทธ์์ อย่่างไรก็็ตาม แนวโน้้มการเติิบโตของ 
กองทุุนประเภทนี้้�สะท้้อนถึึงโอกาสในการต่่อยอดการพัฒนา Interaction-based Modeling ให้้สามารถ
วิิเคราะห์์บริิบทของกลยุุทธ์์ได้้ลึึกยิ่่�งขึ้้�น โดยเฉพาะการขยายกรอบ ISARM+ ให้้รองรัับตรรกะที่่�ซ้้อนลำำ�ดัับ
และตอบสนองตามบริิบท ซึ่่�งจะเป็็นประโยชน์์ต่่อการตีีความโมเดล AI ที่่�มีีความซัับซ้้อนมากขึ้้�นในอนาคต
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